Proelium, Série VIII, Numero 14, 2024

DETECAO DE ALTERACOES PARA ATUALIZACAO DE CARTOGRAFIA

Tiago Soares Ferreira de Castro, Academia Militar, Centro de Informacgao Geoespacial
do Exército, Faculdade de Ciéncias da Universidade de Lisboa, castro.ts@exercito.pt

DOI: https://doi.org/10.60746/8 14 36808

ABSTRACT

As part of the project work for the Master's Degree in Geospatial Engineering, an
investigation was conducted to present a Change Detection methodology in order to
support the update of the Portuguese Military Charter series M888 at a scale of
1:25 000. Historical cartographic records of the regions of Coimbra, Santarém and
Cartaxo were used, which by comparison with the semantic segmentation of current
images (orthophotos), enabled outdated ratios to be calculated and change maps to be
created. The adopted methodology included data pre-processing, semantic
segmentation of the orthophotos from the second epoch, and its utilization to detect
changes. In the segmentation of Coimbra, Santarém, and Cartaxo data, it achieved,
respectively, Intersection Over Union values of 0.45, 0.37, and 0.43, and Overall
Accuracy of 0.80, 0.75 and 0.81. The change detection methodology reported outdated
rates of 24.8%, 31.7%, and 30.1%, respectively, which compared to the cartography
records, were overestimated by 10.3%. Area under the receiver operating characteristic
curve values of 0.76, 0.79 and 0.82 and false negative rates of 5.6%, 3.5% and 3.0%,
respectively, were obtained.

Keywords: Change detection, Deep learning, Ensemble learning, Cartographic

update, Orthophotos.
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RESUMO

No ambito do trabalho de projeto do Mestrado em Engenharia Geoespacial, foi
desenvolvida uma investigagdo com o objetivo de apresentar uma metodologia de
detecdo de alteracdes (Change Detection, CD) para apoio a atualizacdo da Carta
Militar de Portugal da série M888 a escala 1:25 000. Utilizaram-se dados historicos de
cartografia das regides de Coimbra, Santarém e Cartaxo, que por comparacao com a
segmentacdo semantica de imagens atuais (ortofotos) permitiram calcular taxas de
desatualizagao e criar mapas de alteracdes. A metodologia adotada contemplou o pré-
processamento dos dados, segmentacdo semantica das ortofotos da segunda época e
sua utilizacdo para a detecdo de alteragdes. Na segmentacdo dos dados de Coimbra,
Santarém e Cartaxo, obtiveram-se, respetivamente, valores de Intersection Over Union
de 0.45, 0.37 e 0.43, e exatiddo global de 0.80, 0.75 ¢ 0.81. A detegdo de alteragdes
permitiu calcular valores de desatualizagdo de 24.8%, 31.7% e 30.1% respetivamente,
que comparadas com dados de cartografia, indicam sobrestimacdo média de 10.3%.
Foram obtidos valores de area sob a curva ROC (Receiver Operating Characteristic
Curve) de 0.76, 0.79 e 0.82, e taxas de falsos negativos de 5.6%, 3.5% e 3.0%,
respetivamente.

Palavras-chave: Detegdo de alteragoes, Aprendizagem profunda, Aprendizagem em

conjunto, Atualizacdo cartografica, Ortofotos.

1. INTRODUCAO E ENQUADRAMENTO AO TEMA

Atualmente a aplicagdo da Inteligéncia Artificial (IA) no ambito das geociéncias ¢ um
tema de elevado interesse e vasta aplicagdo. O Centro de Informagdo Geoespacial do
Exército (CIGeoE) procura acompanhar os seus desenvolvimentos através da
realizagdo de varios trabalhos de investigagdo e participagdo ativa em diferentes

foruns, tais como reunides técnicas, workshops e seminarios. Enquanto 6rgao militar
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responsavel pela produgdo de informagdo geoespacial, tem a fun¢do de assegurar a
informagdo geografica necessaria as suas atividades, em particular através do
planeamento e execugdo dos trabalhos para produgdo da Carta Militar de Portugal a
escala 1:25 000 (Carta Militar) e respetivas bases de dados geograficas (BDG)
(CIGeoE, 2023; «Decreto Regulamentar n.° 11/2015», 2015).

A publicagdo da primeira folha da Carta Militar data de 1934, existindo atualmente um
largo acervo historico de dados de cartografia, nomeadamente diversas edigdes de cada
folha englobando o territdrio nacional. Para efeitos da sua atualizagdo, entre diversos
fatores influenciadores (por exemplo a disponibilidade de voo fotogramétrico),
habitualmente a escolha dos blocos de trabalho segue a ordem cronologica (data de
edigdo das folhas), ndo se considerando os ritmos de desatualizacdo proprios de cada
regido e¢/ou entidades geoespaciais nelas presentes.

Neste sentido torna-se oportuna a avaliagdo prévia da desatualizacdo de uma regido,

algo que podera permitir o estabelecimento de prioridades na sua selecao.

1.1. CICLO DE PRODUCAO CARTOGRAFICA

Na elaboracdo de novas edigdoes da Carta Militar é seguido o atual Processo de
Produgdo Cartografica, contemplando trés fases. O seu plancamento ¢ da
responsabilidade da Reparti¢do de Producdo Cartografica, propondo a Dire¢dao do
CIGeoE a aprovagdo da zona do territdrio nacional a cartografar, com designagéo e
descrigdo de um bloco de trabalho (CIGeoE, 2023).

A primeira fase € relativa a aquisicdo de informacao por restituigdo estereoscopica
(3D) e construgdo da BDG, seguindo-se ap6s os trabalhos de completagem de campo,
a edigdo cartografica (CIGeoE, 2023). Neste processo, os elementos da cartografia

constantes nas Normas de Aquisigdio de Dados do CIGeoE (NAD) sio
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maioritariamente adquiridos de raiz, ndo estando priorizada a reutilizagdo de
informagdo geografica vetorial da edi¢do anterior.

A existéncia de dados historicos tem promovido o teste e utilizagdo de algoritmos de
IA neste processo. Com o desenvolvimento de diferentes algoritmos para segmentacao
semantica (SS) (na tarefa de segmentagdo semantica de imagens pretende-se atribuir
uma classe a cada um dos seus pixéis) de imagens aéreas de detecdo remota (Remote
Sensing, DR), nomeadamente no ambito da aprendizagem automatica (Machine
Learning, ML) e aprendizagem profunda (Deep Learning, DL), assiste-se a uma
melhoria crescente na qualidade dos resultados. Por outro lado, os recentes
desenvolvimentos de técnicas de CD, permitem a investigacdo de metodologias para a
sua combinagdo e melhoria do processo de produgdo cartografica.

A implementa¢do de técnicas de CD cria a oportunidade de se averiguar
antecipadamente quais as areas e classes de ocupacgdo do solo mais desatualizadas,
permitindo uma escolha mais criteriosa do proximo bloco a atualizar. A sua utiliza¢ao
também podera permitir a automatizagao de alguns processos, uma vez que, na fase de
aquisi¢do de informacao poderao ser desenvolvidos procedimentos para utilizagao dos

dados pré-existentes.

1.2. OBJETIVO GERAL

Nesta sequéncia, a investigacao pretende averiguar a utilizagdo de CD pelo método de
comparagdo pos-classificacdo, para efeitos de atualizagdo cartografica da Carta
Militar, utilizando-se dados historicos de cartografia tais como as BDG e ortofotos
existentes. Pretende-se obter previamente a taxa de desatualiza¢ao de uma determinada
area, permitindo a priorizagdo das folhas a atualizar, assim como georreferenciar as

alteracdes por classe.
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Procurando resolver este problema de investigagdo, foi estabelecido o seguinte
objetivo de investigagdo: apresentacdo de uma metodologia de Deteg@o de Alteracdes
para efeitos de atualizagdo cartografica da Carta Militar de Portugal série M888 a
escala 1:25000, permitindo uma avaliag¢@o prévia da taxa de desatualizac@o ao nivel de
uma determinada folha, assim como a georreferenciacdo dos elementos e classes a

atualizar.

1.3. INTELIGENCIA ARTIFICIAL NO AMBITO DAS GEOCIENCIAS

Nesta investigacdo foram utilizados diversos algoritmos de I[A, nomeadamente
diversos tipos de redes neuronais totalmente convolucionais (Fully Convolutional
Network, FCN) no ambito do DL. IA é um termo utilizado ha vérias décadas, tendo
assumido diferentes significados. Jonh McCarthy et al. no verdo de 1955 propuseram
o termo de IA para descrever programas de computador que aparentemente
demonstram inteligéncia, ou seja, programas capazes de realizar tarefas que
habitualmente s@o realizadas por humanos e que necessitam da sua inteligéncia
(Conway, 2018; Rajaraman, 2014). Engloba a disciplina de ML que por sua vez
engloba o DL, que embora facam parte da mesma disciplina geral de 1A, diferem na
sua forma de aplicacdo e funcionamento (Ilustracdo 1).

Em DR os modelos de DL sdo vistos como os de maior capacidade, fruto da sua
caracteristica em produzir automaticamente mapas de caracteristicas relevantes
(Feature Maps, FM) dos dados ao longo da sua estrutura. Estes sdo um conjunto de
representacdes intermédias, derivadas das caracteristicas dos dados iniciais, utilizados
durante a fase de treino dos modelos, que aumentam a sua capacidade de discriminar
e interpretar novos dados (Thwal, 2019). Estas camadas intermédias denominadas por

camadas ocultas (hidden layers), permitem a aprendizagem de caracteristicas de
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significado semantico progressivamente superior, criando o conceito de Redes

Neuronais Profundas, ou seja, a nogao de DL.

Artificial Intelligence

Machine Learning

Deep Learning

Convolutional Neural Networks

\I///
Pl

S

Ilustracio 1: Relagdo entre IA, ML e DL
Fonte: Adaptado de Goodfellow et al. (2016)

Existem diversas aproximagdes de modelos de DL em DR, destacando-se a arquitetura
das Redes Neuronais Convolucionais (Convolutional Neural Networks, CNNs) e das
FCN (Khelifi & Mignotte, 2020). As camadas iniciais das FCNs que formam o
caminho de contracdo, habitualmente sdo denominadas por extratores dos FMs
(backbone), podendo ser uma qualquer arquitetura de rede para classificagdo de
imagens (ie. VGG, ResNet ou EfficientNet) (Ball et al., 2017).

Os avangos tecnologicos verificados nas plataformas de DR, permitem que atualmente
os dados sejam recolhidos com melhores resolugdes. Anteriormente as reduzidas
resolugdes espaciais, temporais e espectrais, limitavam o desenvolvimento de
metodologias como o caso da CD (Shafique et al., 2022). Presentemente, tem-se
assistido a maior incidéncia no desenvolvimento de metodologias de CD, dada a sua
adequabilidade numa vasta area de aplicagdes tais como, atualizagdo de informagdo

cartografica, detecdo de areas ardidas, monitorizagdo de desastres naturais,
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monitorizagdo ambiental, analise de alteracdes urbanas, monitorizacdo e gestdo da
cobertura e utiliza¢ao do solo, entre outras (Alhedyan, 2021; Thwal, 2019).

Em geral CD pode ser definida como o processo de identificagdo de alteracdes
relevantes num objeto, pela observagdo dos dados em diferentes momentos (de Jong
& Bosman, 2018; Farida, 2021). As técnicas de comparagdo pds-classificagdo
incluem-se nos métodos supracitados e técnicas baseadas na analise ao nivel do pixel
(Farida, 2021). Baseiam-se na SS independente de duas imagens, sendo comparadas
segundo um critério definido em fungo dos elementos dos quais se pretendem destacar

evolugoes ou mudangas de estado.

2.DADOS E METODOS
Neste capitulo € apresentada a metodologia proposta para CD, com vista a atualizacao
de cartografia a partir de imagens de alta resolugdo espacial (Very High Resolution,

VHR) e dados cartograficos existentes.

2.1. AREA DE ESTUDO

A Area de Estudo (AE) selecionada encontra-se subdividida em trés regides,
nomeadamente Coimbra, Santarém e Cartaxo. Sdo enquadradas no cartograma da
Carta Militar pelas suas folhas 230, 353 e 364, conforme se observa na Ilustracao 2.
Considerando o objetivo da investigagdo, as NAD e as caracteristicas das entidades
geograficas existentes na AE, foram definidas oito classes de ocupagdo do solo:
Construgdes, Vias Principais, Vias Secundarias, Hidrografia, Vegetacdo, Cultivo, Solo
Nu e Sem Classe (corresponde ao fundo ndo identificado da cartografia). Como se
observa nos graficos circulares da Ilustragdo 2, em cada AE as classes distribuem-se
em diferentes percentagens, traduzindo-se numa grande variabilidade na sua

representacdo. Também se verifica que algumas sdo sempre minoritarias, enquanto
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outras mais predominantes. Cada classe engloba um conjunto de varios tipos de objetos
geograficos distintos, mas relacionados, algo que confere heterogeneidade aos dados
de treino. Pode-se verificar o exemplo da classe de Cultivo que engloba areas de
Pomar, Vinhas e Arrozal. Tais factos aumentam a complexidades dos dados,
dificultam o treino de algoritmos de segmentacdo semantica ¢ a obteng¢do de bons

resultados em todas as classes.

Legenda:

DO Sem Classe

W Construgdes
W Vias Principais

W Vias Secundarias
B Hidrografia

® Vegetagio

@ Cultivo

@ Solo Nu

Hustragdo 2: Enquadramento e caracterizacdo da area de estudo

Fonte: Elaboragdo propria

2.2. DADOS

Na investigacdo foram utilizados os dados vetoriais das BDG e respetivas ortofotos,
tendo sido selecionados dados de duas edigdes ja existentes. As BDG foram utilizadas
para criacao das mascaras de classes de ocupagdo do solo. Ja as ortofotos foram
utilizadas conjuntamente com estas mascaras para treino, validacao e teste dos modelos
de DL. Os dados da primeira época (T1) foram utilizados no treino e validagdo,
enquanto que os da segunda época (T2) para a fase de testes e avaliagdo dos resultados.
As ortofotos caracterizam-se por serem produtos elaborados para apoio da cadeia de

produgdo, sendo utilizadas no CIGeoE durante os trabalhos de aquisi¢ao da informagao
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geografica. As suas principais caracteristicas encontram-se detalhadas na Ilustragdo 3.
Da sua analise ¢ possivel verificar que em cada AE, o voo fotogramétrico entre as duas
edi¢des foi realizado em estagdes do ano distintas e com camaras diferentes. Tal tera
impacto na resposta espectral dos objetos, dificultando a tarefa de aplicacdo de

modelos treinados em novos conjuntos de dados.

Folha da Carta Militar
230— 230— 353- 353- 364— 364—
Coimbra Coimbra Santarém Santarém Cartaxo Cartaxo
(5" Edicdo) | (6"Edicdo) | (4*Edicdo) | (5"Edicdo) (4" Edicdo) | (5" Edicdo)
AL 2011 2017 2004 2012 2003 2012
producio
L3
H b WGSS4 Militar
& )
a D““m Marégrafo de Cascais
| altimétrico
2 & Elipséide WGSS4
% Projeccio Gauss Kriiger
g Fonte de Fotografia Aérea
aquisiciode | 1 comxp| UCH | WwigRC20 | UltraCamXp | WidRC20 | UltraCam Xp
dados Xp-wa
Data d Outubro de Maio de Junho de Qutubro de Junho de Outubro de
5 8 atadovoo 2010 2015 2001 2010 2001 2010
S © e 8 =
g £ 'g 3 BETLET 0.5m
&
§ g Bandas RGB

Hustracio 3: Descricao dos dados utilizados

Fonte: Elaboracao propria

Conforme sera descrito na metodologia, foram utilizadas duas edi¢des da mesma Folha
da Carta Militar. Dado que a aquisi¢do das fotos ocorreu em épocas do ano distintas e
utilizando camaras diferentes, os proprios dados contém em si varias diferengas que se
manifestam como ruido na fase do treino. Na llustragdo 4 € possivel verificar esse
efeito no histograma (o histograma ¢ a distribuicdo de frequéncia dos niveis de
cinzento de uma imagem. Para cada banda RGB, cada valor no eixo das abcissas
representa o nivel de cinzento especifico e no eixo das ordenadas representa o niimero

de ocorréncias desse nivel) correspondente a ortofoto de exemplo.
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Ilustracfo 4: Caracterizagdo dos dados da area de estudo do Cartaxo

Fonte: Elaboragdo propria

2.3. METODOLOGIA

Considerando o objetivo de investigacdo, a metodologia adotada contempla trés fases
principais, iniciando-se pelo pré-processamento dos dados, seguindo-se a fase de SS
de imagens, terminando com a fase de CD. Na Ilustragcdo 5 ¢ possivel observar um
esquema global desta metodologia, no qual as fases principais se encontram numeradas
de 1 a 3, e dentro de cada uma delas as suas principais tarefas identificadas por letras

de [a] a [h].

~
1 - Pré-proc ¢do Seméntica 3 - Detegdo de Alteragdes
[h
. [e]
48~ -| Treino dos modelos £ e Treino & teste do
-~ | (dados da primeira época) % modelo conjunto
Dados de Treino e :
Validagdo (80/20 %) A
Edigao da folhaem T1 [cll ==

Treino inicial dos modelos Mapas de Alterages

Relatério de desatualizagio

Ortofotos
radiometricamente
calibradas
. Méscaras de Classes ./

N\
- - 3 o Sagmanta ¢io dos dados G E Detegdo de Alteragdes pelo\
. * . P da segunda época com { § método de Comparagio
- — mnde\u conjunto i pos-cassificagao
Aquisicio e
] Dados de Teste -
g Processamento dos Edigdo da folha em T2 ﬁ Avaliagéo da segmentagio ﬁ Avaliagio de resultados
g  dados iniciais . (multiclasse)
\. ' - )

AN

Determinagdo de il
hlperpar&metws étimos.

v

Hustracao 5: Fluxograma da metodologia adotada
Fonte: Elaboragdo propria
Na fase de pré-processamento dos dados (cf. 1 da Ilustracdo 5) foi efetuada a

transformagdo das BDG nas mascaras de classes (de T1 e T2), seu corregisto com as
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ortofotos e preparagdo dos dados para treino dos modelos de DL (cf. 2 [b] da Ilustragdo
5). Dada a heterogeneidade verificada entre as ortofotos, foi aplicada uma calibracao
radiométrica relativa através da técnica de correspondéncia de histogramas (histogram
matching) (assinalado em [a] na Ilustracdo 5). Na preparacdo dos dados para treino dos
modelos de DL, as ortofotos e respetivas mascaras de classes foram dividas em
mosaicos (patches) de dimensao de 256x256 pixéis. Posteriormente foram separados
em dois grupos na propor¢do de 80% e 20% para a fase de treino e validagao,
respetivamente.

Na fase seguinte foram treinados e utilizados os algoritmos de DL para a tarefa de SS
das ortofotos (cf. 2, [c] a [e] da Ilustracdo 5). Este processo decorreu inicialmente na
regiao de Coimbra, sendo posteriormente replicado nas restantes (assinalado em [i] na
Ilustragdo 5). Durante a segmentacdo das ortofotos de T2 as AE utilizadas
correspondem a '/i da 4rea das respetivas folhas, ou seja, uma 4rea total de 1000ha
(4000m por 2500m). Para tal foram utilizadas duas arquiteturas de FCN com diferentes
backbones, nomeadamente a U-Net € a FPN com backbones das familias ResNet e
EfficientNet. Também foi testado um modelo U-Net sem transferéncia de
aprendizagem. Para cada configuracao foi definido um niimero méaximo de 500 épocas
de treino, com uma condig@o de paragem de 50 épocas sem melhorias nos resultados.
Por fim utilizou-se a técnica de CD pelo método de comparagao pos-classificagao (cf.
3 da Ilustra¢do 5), comparando o resultado da segmentacdo de T2 (pelos modelos
treinados) com a mascara de classes de T1 (dados historicos de cartografia). A mascara
de classes de T2 oriunda de dados de cartografia, foi utilizada na avaliacdo de
resultados (cf. assinalado em [g] e [h] da Ilustracdo 5). A aplicagdo desta metodologia
permite a obtencdo da taxa de desatualizagdo global da AE, georreferenciagdo das

alteracdes por classe e detalhe da variabilidade entre classes.
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O processo de CD por comparagdo pos-classificagdo foi efetuado pela andlise de
diferencas ao nivel do pixel, entre a mascara de T1 e o resultado da segmentagdo de
T2, permitindo obter um mapa assinalando as diferencgas entre épocas e variagao entre
as classes (cf. assinalado em [g] da Ilustragdo 5). No final desta fase é possivel avaliar
a taxa de desatualizagdo da area analisada e georreferenciar as alteragdes.

A Tlustragd@o 6 permite verificar um exemplo sumario de producdo de uma mascara de
alteracdes para a classe de Construgoes. Pela sua analise verifica-se que apenas
assinalou as areas onde a metodologia detetou novas construgdes e as areas onde
existiam em T1 mas ndo em T2. Este processo ¢ realizado no sentido de eliminar
aquelas constru¢des que se mantenham entre épocas. Também segue um principio de
minimizagdo de situagdes de falsos negativos, mesmo que para tal seja aumentado o
numero de falsos positivos. Entende-se que € preferivel aumentar o volume de trabalho
por existirem mais elementos a confirmar alteragdes, do que ter uma taxa superior de
falha na sua detecdo.

Para facilitar a utilizagdo das mascaras de alteracdes, torna-se necessario o seu
processamento no sentido de realgar as areas identificadas (cf. assinalado em [h] da
[lustragdo 5). O objetivo da edicdo do mapa de alteragoes ¢ a obtencdo de um mapa de
alteracdes por classe e de facil consulta, para facilitar a identificagdo dos objetos
geograficos no processo de atualizacdo cartografica. Pretende-se maximizar a
possibilidade de utilizagdo dos dados pré-existentes sempre que possivel, bastando
apenas a verificacdo (e edigdo quando necessario) dos elementos assinalados por estes

mapas de alteracdes (Ilustragio 7).
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Mascara
Imagem T1 de classes

Mapa de
(T1*T2)-T2 Alteragoes

Segmentacao
Imagem T2 Semantica

-1) Detetado em T2 0) Sem Alteragbes
0) Sem Alteracdes 1) Alteragdes

1) Existenteem T1 e T2

2) Existente em T1 mas ndo em T2

Hustragdo 6: Exemplo de melhoria de resultados na classe Construcdes

Fonte: Elaboragdo propria

Ilustracio 7: Exemplo de mapa de altera¢des editado

Fonte: Elaboragao propria
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2.4. METRICAS DE AVALIACAO
Nas tarefas de CD a avaliacdo da qualidade dos resultados realiza-se em duas fases,
exigindo métricas distintas: num primeiro momento a avaliagdo e comparagdo dos
resultados da SS da imagem de T2, seguindo-se a avaliagdo da subsequente detecao de
alteracdes (de Jong & Bosman, 2018). Para avaliar a segmentagdo das ortofotos, tal
como diversos autores sugerem (Sang & Minh, 2018), as métricas selecionadas foram
a exatidao global (overall accuracy, OA), F1-Score (F1) e 0 mIOU (mean Intersection
Over Union), que por facilidade de exposicao sera denominado simplesmente por IOU.
Na avaliacdo de CD também serd utilizada a ROC-Curve (Receiver Operating
Characteristic Curve) (Piralilou et al., 2019).
O célculo destas métricas ¢ possivel através da comparacdo entre cada pixel das
imagens resultantes da segmentagdo e respetivas mascaras de classes. No ambito de
CD, cada pixel podera ser classificado em quatro grupos com a seguinte interpretacao
(Radke et al., 2005; Shafique et al., 2022):
e Verdadeiro positivo (True Positives, VP) - pixel corretamente detetado;
e Falso positivo (False Positives, FP ou false alarms) - pixel sem alteragoes,
mas identificado como tendo alteragdes;
e Verdadeiro negativo (True Negatives, VN) - pixel corretamente assinalado
como nao tendo alteragdes;
e Falso negativo (False Negatives, FN ou misses) - pixel com alteragdes
incorretamente assinalado como ndo tendo alteragdes.
O 10U pode ser interpretado como uma medida de avaliagdo da quantidade de
sobreposi¢do de uma determinada segmentacdo de imagem e a mascara de classes de
referéncia (verdade do terreno). Define-se pela razdo entre a interse¢do destas duas
mascaras € a sua unido. pode assumir valores entre 0 ¢ 1 (0 ¢ 100 %), onde o valor de

0 corresponde a total auséncia de intersecdo entre a verdade do terreno e o resultado
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da segmentacdo e 1 corresponde a sobreposicao perfeita entre a verdade do terreno e o
resultado da segmentagao (cf. Ilustracdo 8).

OA reflete a razdo entre todos os pixéis corretamente classificados e o total dos pixéis
presentes nessa imagem, ou seja, quao perto estdo as classificagoes efetuadas da
verdade do terreno. Esta métrica varia entre 0 ¢ 1 (0 ¢ 100 %), sendo que valores
proximos a 1 indicam que o modelo esta a atribuir classe correta a maioria dos pixéis
analisados.

[oU<0.5 [oU ~ 1

true

predicted

Poor Excellent

Hustracio 8: Interpretacao da métrica IOU
Fonte: Adaptado de Majchrowska (2020).

O F1 reflete uma média ponderada com pesos equivalentes, entre a precisao (precision)
e a revocagdo (recall). Para uma determinada classe, a precis@o ¢ o racio entre pixéis
corretamente classificados e o conjunto dos positivamente classificados como
pertencentes a classe. Ja a revocacdo avalia o racio entre os pixéis corretamente
classificados e o conjunto dos que pertencem realmente a essa classe, permitindo medir
a capacidade do nosso modelo em identificar corretamente os VP. F1 considera nao so6
a quantidade de pixéis bem classificados, assim como quantos dos verdadeiramente
pertencentes em cada classe e que foram corretamente classificados. Varia entre O e 1,
onde 1 corresponde a correta classificagdo de todos os pixéis e 0 a uma classificagido
totalmente errada. Valores elevados indicam que o modelo obtém um bom equilibrio

entre a precisdo e a revocagdo, ou seja, tem uma boa taxa VP relativamente a FP e FN.
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O 10U e a OA sao métricas utilizadas para avaliagdo global dos modelos. Ja o F1, a
precisdo e a revocagao permitem avaliar o desempenho do modelo em fun¢ao de cada
classe.

Para a avaliacdo de um classificador binario habitualmente ¢é utilizada a curva ROC.
Esta ¢é tragada utilizando as medidas de sensibilidade e especificidade (Shafique et al.,
2022). A sensibilidade (ou taxa de VP) avalia a capacidade do modelo classificar
corretamente resultados positivos. Ja a especificidade (ou taxa de VN) mede a
capacidade do modelo identificar as classificagdes negativas. Esta métrica permite
quantificar a exatiddo do modelo através da medicao da area sob a curva ROC (4rea
Under Curve, AUC). Quanto mais proxima a curva se apresentar do canto superior
esquerdo do grafico, maior a exatidao obtida pelo nosso modelo. Este valor varia entre
0 e 1, onde 1 corresponde a um modelo perfeito. Tem como desvantagem a
incapacidade de verificar o algoritmo em diferentes regides da area analisada,

fornecendo apenas o valor global do seu desempenho.

4. RESULTADOS
Os resultados obtidos serdo apresentados em func¢do da Segmentacdo Semantica e
Detecao de Alteracdes, para as trés AE de estudo, conforme fases 2 e 3 da metodologia

apresentada na [lustragdo 5.

4.1. SEGMENTACAO SEMANTICA

Os resultados obtidos na AE de Coimbra sdo os apresentados na Ilustracao 9.
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Hustracio 9: Resultados da segmentacao semantica na AE de Coimbra

Fonte: Elaboragdo propria

Verificam-se valores de OA de 80.0% e IOU de 45.4%. Estes valores refletem nao so
uma boa taxa de pixéis corretamente classificados, assim como uma aceitavel
correspondéncia e sobreposicao entre os varios objetos geograficos identificados.
Genericamente foram obtidos bons resultados nas classes predominantes nesta AE,
nomeadamente as classes de Vegetagcdo, Construgdes, Sem Classe e Vias principais,
que totalizam 92% da AE. Estas classes apresentaram valores de F1 sempre superiores
a71.6%.

Por outro lado, os piores resultados verificaram-se nas classes de Vias Secundarias,
Hidrografia e Solo Nu. As Vias Secundarias na sua grande maioria localizam-se em
zonas densamente arborizadas, estando muitas vezes cobertas por vegetagao. Deste
modo varios segmentos destas sdo classificadas como Vegetagdo, degradando os
resultados. Na Hidrografia verifica-se baixa revocagdo, ou seja, de todos os
verdadeiros positivos grande parte deles nao foi classificado corretamente. Conforme

se verifica na Ilustragdo 2, a classe de Vias Secundarias e a de Solo Nu sdo minoritarias,
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tendo como consequéncia piores resultados e maior sensibilidade a falhas na
classificagdo. Ainda assim, salienta-se que estes resultados nestas trés classes
especificas dizem respeito a apenas 3% dos dados desta AE.

Quanto a Segmentagdo Semantica efetuada na AE do Cartaxo os resultados globais
obtidos foram de 74.8% em OA e apenas 36.9% em IOU. O valor de IOU foi mais
reduzido pois os objetos geograficos nesta AE sdo mais numerosos e de contornos mais
irregulares. A AE de Santarém e do Cartaxo sdo caracterizadas pela existéncia de
varias parcelas agricolas de geometria varidvel e complexa, sendo fator que dificulta a
obten¢do de um bom valor de IOU.

Relativamente aos resultados de cada classe em Santarém, importa referir que os piores
resultados se encontram nas classes de: Vias Secundarias, Hidrografia e Solo Nu.
Relativamente as Vias Secundarias, destaca-se que nesta AE existe maior percentagem
de areas de cultivo, cujo tragado das suas plantagdes revela muitas vezes semelhangas
com esta classe. Tal resultou em baixa precisdo e revocacdo nesta classe. Na classe de
Hidrografia verificou-se baixa revocacao, ou seja, de todos os VP grande parte deles
ndo foi classificado corretamente. Tal decorre das proprias NAD onde os elementos de
hidrografia sdo adquiridos pelo nivel pleno de armazenamento, que na grande maioria
dos casos ndo corresponde ao nivel das dguas do momento, sendo que este € o
visualizado pelos algoritmos. A classe Solo Nu corresponde a apenas 1% da AE. Neste
caso especifico localiza-se no leito do rio, onde foram encontrados alguns erros na
construcdo da mascara de classes.

As classes de Cultivo, Sem Classe e Construgdes foram as que apresentaram melhores
resultados de F1 com valores de 76.8%, 79.5% e 68.5% respetivamente. Estas classes
correspondem a aproximadamente 75% da ocupag@o do solo nesta AE.

Na AE do Cartaxo nas métricas de avaliacdo globais dos resultados registaram-se

valores de IOU de 42.7% e OA de 80.8%.
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As classes de Cultivo, Sem Classe e Vias Principais, que representam mais de 92%
desta AE, foram as que apresentaram melhores resultados, registando-se valores de
73.8%, 86.6% e 72.6% em F1, respetivamente.

Mais uma vez os piores resultados verificaram-se nas classes de Vias Secundarias e
Hidrografia, que neste caso dizem respeito a apenas 1% da AE. Na classe Hidrografia
apenas existiam dois corpos de agua e de reduzida dimensdo, e uma vez nao terem sido

identificados, o resultado foi muito negativo.

4.2. DETECAO DE ALTERACOES

Em cada AE os valores reais das alteracdes e sua georreferenciagao, foram calculados
por comparagdo entre as mascaras de classes das duas épocas. Ja os valores calculados
pela metodologia foram obtidos por comparacdo da mascara de classe de Tl e a
mascara resultante da SS de T2.

Na AE de Coimbra assinalou-se uma taxa de desatualizagdo real de 18.0%,
correspondendo a uma area total de alteracdes de 180.2ha. Utilizando a mesma
metodologia com os resultados da segmentagdo, o valor obtido foi de 24.8%,
correspondendo a uma area total de 247.5ha. Estes valores demonstram uma
sobrestimacdo da taxa de desatualizagdo em 6.8% e 67.3ha.

Quanto ao mapa de alteracdes elaborado, na Ilustracdo 10 apresentam-se os resultados
obtidos comparativamente a verdade do terreno. A verde assinalam-se as areas de VP
(zonas com alteragdes corretamente identificadas), a vermelho os FN (zonas com
alteracdes ndo identificadas) e a amarelo zonas de FP (zonas sem alteragdes, mas
identificadas como tendo alteracdes). Toda a area a negro corresponde a situagoes de

VN, ou seja, zonas sem alteragdes devidamente identificadas como tal.
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Hustracio 10: Mapa de alteragcdes — Coimbra

Fonte: Elaboracao propria

Posteriormente foi calculado e obtido um IOU de 54.2%, refletindo a coincidéncia e
exatidao de contornos entre a mascara de alteragdes real e o mapa de alteragdes obtido.
Também foi calculada a curva ROC e a matriz de confus@o pela comparacao destes
dados (cf. Ilustragdo 11). Da sua analise verifica-se que o valor de AUC ¢ 0.76,
indicando de que o modelo e metodologia adotada permitem uma boa identificacao
das alteragdes.

Como se pode observar na matriz de confusdo, em 70% da area analisada foi possivel
verificar que se acertou na previsdo de nao existir qualquer alteragdo, que em 12% da
area se verificou correspondéncia entre alteracdes detetadas e as reais, que em 13% da
area analisada houve sobrestimagdo das alteragdes e que em apenas 5.6% da area

analisada existiriam alteracdes ndo detetadas.
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Hustracio 11: Curva ROC (esquerda) e matriz de confusao (direita) — Coimbra

Fonte: Elaboracao propria

No grafico da Ilustragdo 12 apresenta-se uma comparacao dos valores de todas estas
métricas relativamente as areas analisadas. Verifica-se que a metodologia adotada
permite obter valores de taxas de desatualizagdo calculados a priori, com uma
sobrestimac¢ao geral média de 10.3%. Por outro lado, a taxa de FN, ou seja, alteracdes

nao detetadas, foi inferior a 6% em todos os testes efetuados.
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Hustracio 12: Comparacao de resultados na fase de Detecao de Alteragdes

Fonte: Elaboracao propria
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Na Ilustracao 13 ¢é apresentado um exemplo do resultado grafico, com explicagdo de
producdo da mascara de alteracdes e sua avaliagdo. E com base nestas mascaras de

alteracdes que os operadores fardo a confirmacdo das alteragoes e classes envolvidas.

Legenda:

[Sem Classe

W Construgdes

W Vias Principais

B Vias Secundarias
B Hidrografia

B Vegetagdo

@ Cultivo

@ Solo Nu

K
VP a verde
FN a vermelho
#% FP a amarelo

Hustracao 13: Construgdo e avaliagdo do mapa de alteragdes — Santarém

Fonte: Elaboragdo propria

5. CONCLUSOES

O desenvolvimento deste projeto teve como objetivo principal a apresentagdo de uma
metodologia de detecao de alteracdes, para efeitos de atualizacao cartografica da Carta
Militar de Portugal série M888 a escala 1:25 000, avaliando a taxa de desatualizagio
da area em estudo e georreferenciando os elementos e classes a atualizar.

Na analise efetuada ao longo da introdugdo verificou-se a utilizagdo generalizada de
CNNs em diversas tarefas no ambito da DR. Existe uma utilizagao habitual de modelos
de DL na segmentacao de imagens VHR.

Na descricdo dos dados verificou-se que as ortofotos utilizadas sdo produtos de
trabalho, produzidas para apoio da cadeia de producdo. Entre edi¢cdes também se

registou a utilizagdo de equipamentos diferentes na aquisi¢ao dos dados, bem como a
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realizagdo do voo fotogramétrico em estacdes do ano diferentes. Estas duas
caracteristicas dificultam o isolamento das alteragdes exclusivas do estado dos objetos,
podendo ser minimizadas com atualizagdes mais frequentes da Carta Militar e
planeamento dos voos na mesma €poca do ano.

Os dados de treino caracterizam-se por serem desequilibrados (representatividade das
classes) e heterogéneos (ortofotos com diferentes caracteristicas), mas a sua
disponibilizagdo em grande volume, conjugado com o objetivo de CD com
minimizagao de situagdes de FN, permitiram a obten¢do de bons resultados.

Os resultados de F1 e revocacdo em todos os testes indicam que as classes de Vias
Secundarias e Hidrografia foram as que apresentaram piores resultados na
segmentacdo. Estes relacionam-se com as caracteristicas dos dados historicos de
cartografia: as vias secundarias localizam-se principalmente em zonas de elevada
concentracdo de vegetacdo, estando em alguns casos ocultas; os cursos de aguas ¢
lagoas sdo de diferentes naturezas embora pertencam a mesma classe, conjugado com
a sua reduzida representatividade dificultam a sua separabilidade das restantes classes.
Por outro lado, a sua aquisicdo de acordo com as NAD resulta em diferentes
delimitagdes destes objetos, enviesando os resultados obtidos. Os resultados mais
consistentes e elevados surgem nas classes de Construg¢des e Vias Principais.

No que respeita ao método de CD por comparagdo pos-classificagdo, também se
verificou que as ortofotos enquanto imagens VHR com informagao espetral limitada,
disponibilizam informacdo suficiente para obtengdo de bons resultados na
segmentacao semantica por modelos de DL. Pela metodologia adotada verifica-se uma
sobrestimacao nas areas de alteragdes, tal como se verificou nas AE de Coimbra,
Santarém e Cartaxo com taxas de FP de 13%, 18% e 15% respetivamente. Estes valores

aumentam o trabalho dos especialistas na sua confirmagao visual, mas por outro lado
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garantem a diminuicao de FN (5.6%, 3.5% e 3% respetivamente), contribuindo para a
resolugdo da tarefa estabelecida na formulagao do problema de estudo.

Foram obtidos mapas de alteragcdes globais para cada AE. Calcularam-se taxas de
desatualizagdo de 24.8%, 31.7% e 30.1%, respetivamente para Coimbra, Santarém e
Cartaxo. Com os dados de cartografia atuais foi possivel verificar as diferengas para
as taxas reais, sendo todas elas de sobrestimagdo na ordem dos 10%. Este
procedimento poderd ser efetuado a priori do inicio da aquisicdo da informacgao
geografica, sendo necessaria a realizagdo do voo fotogramétrico para produgdo da
ortofoto de T2 e a disponibilidade da BDG de T1 com respetiva ortofoto.
Considerando o exposto anteriormente, foi possivel atingir com sucesso o objetivo
principal da investigacdo, ou seja, a apresentagdo de uma metodologia de CD para
efeitos de atualizac@o cartografica da Carta Militar de Portugal série M888 a escala
1:25 000, permitindo uma avalia¢ao prévia da taxa de desatualizacdo ao nivel de uma
determinada folha, assim como a georreferenciagdo dos elementos e classes a atualizar.
O objetivo principal foi atingido pela utilizacdo de modelos de DL na segmentagdo
semantica das ortofotos de T2, pelo emprego de uma metodologia de CD pelo método
de comparagdo pos-classificacdo, alterado pela utilizagao de dados de cartografia como
referéncia para T1, e pela obtengdo dos produtos derivados como os mapas de alteragio
globais, mapas de altera¢des editados por classes e taxas de desatualizagdo.

A metodologia implementada torna-se pertinente para apoio a cadeia de producgdo
cartografica do CIGeoE uma vez que, permite a obtengdo antecipada de uma taxa de
desatualizagdo e georreferenciagdo das areas a avaliar. Tal permitira priorizar a selegdo
dos blocos de trabalho pelo critério de desatualizagdo. Também abre a possibilidade
de desenvolvimento de novas formas para aquisicdo de informacgdo geografica pela

reutilizagdo e atualizagdo de BDG existentes.
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